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Metodika vyskumu

Metodika vyskumu je sthrn postupov a nastrojov, ako sa vyskum vykonava.

*Typ vyskumu — aky pristup zvolime (kvantitativny, kvalitativny, zmiesany).
*Premenné a indikatory — Co presne chceme merat’ a ako to operacionalizujeme.
*Vyskumny dizajn — ako vyskum zorganizujeme

*Nastroje merania — konkrétne techniky a pomocky (dotaznik, test, meracie zariadenie...).




Typ vyskumu 1.

* Typ vyskumu urcuje celkovi logiku a filozofiu prace s udajmi — teda, akym sposobom budeme
ziskavat a interpretovat poznatky. RozliSujeme tri zakladné pristupy.

1. Kvantitativny vyskum

e Zamerany na meratel’né udaje, Cisla a Statistické vzt'ahy.

Ciel'om je objektivne overenie hypotéz.

Pouziva sa Standardizovany zber dat (dotazniky, merania, databazy).

Vysledky sa spracuvaju Statisticky (napr. koreldcia, regresia, testy vyznamnosti).

Typicke otazky: Kolko? Ako casto? Aky silny je vztah medzi...?




Typ vyskumu 2.

2. Kvalitativny vyskum

e Zamerany na porozumenie vyznamom, postojom a skusenostiam.

Ciel'om je hlbSie pochopenie javov, nie Statisticka generalizacia.

PouZiva sa polostrukturovany zber dat (rozhovory, pozorovanie, analyza textov).

Data sa vyhodnocuju interpretativne alebo tematicky.

Typické otazky: Preco? Ako ludia vnimaju...? Aké su ich skusenostis...?




Typ vyskumu 3.

3. ZmieSany vyskum (mixed methods)

* Spaja kvantitativne aj kvalitativne pristupy.

 Umoziiuje kombinovat’® &isla aj vyznamy, ¢o zvysuje hibku a spol’ahlivost
interpretacie.

* Moze byt sekvencny (napr. najprv dotaznik, potom rozhovory) alebo paralelny (obe

metody subezZne).




Premenné¢ a
indikatory

— Co presne chceme
merat’ a ako to

operacionalizujeme.

Skiimany jav musi mat’ meratelny

ukazovatel’.

Ukazovatel je kvantifikovana

podoba javu.

Umoznuje porovnavat’ a analyzovat’

zistenia.

KT'tcove je merat’ to, Co skutoCne
vystihuje podstatu problému

(validita merania).




Premenné¢ a indikatory

* Aby sme mohli s javmi vedecky pracovat, musime ich vediet’ kvantifikovat’ — teda
vyjadrit’ v Cislach.
Takéto javy nazyvame premenné alebo ukazovatele.
« Udaje ziskavame z dvoch zdrojov:
* Primarne zdroje — vlastny zber dat (rozhovor, dotaznik, pozorovanie).
* Kvantitativny vyskum — meria a pocita.
* Kvalitativny vyskum — skima vyznamy a kontext.

* Sekundarne zdroje — uz existujlce data (Statistiky, spravy, registre).




Premenné¢ a indikatory - zdroje dat

* Aby sme mohli merat’, potrebujeme poznat’ odkial’ udaje ziskame.

RozliSujeme primarne a sekundarne zdroje:

Typ zdroja Charakteristika

Primarne data Udaje, ktoré vyskumnik

zhromaZd'uje sam pre

konkrétny ucel.

Sekundarne Udaje, ktoré uz existuju a boli

data

ziskané inym subjektom.

Priklady

dotazniky, rozhovory, merania,

experimenty

Statistiky, registre, databazy,

vedecké publikacie

Vyhody

presne zodpovedaja cielu,

aktudlne, kontrola nad kvalitou

rychle dostupné, lacnejsie, velké

vzorky

Nevyhody

casovo aj finanéne narocné

mdzZu byt zastarané, iny uéel zberu,

limitovana kontrola




Premenné¢ a indikatory — primarne data

 Primarne udaje su data, ktoré vyskumnik zbiera priamo pre svoj konkrétny vyskum.
Ide o informacie ziskané z prvej ruky, v Case a spdsobe, ktory urcuje vyskumnik.

Ziskavaji sa pomocou:

* rozhovorov, pozorovania, dotaznikov, experimentov, focus groups (riadené skupinové diskusie).
Vyhody:

 presne zodpovedaju cielu vyskumu,

 vyskumnik kontroluje kvalitu aj spésob zberu.

Nevyhody:

* Casovo aj financne naroCnejsie.

 Primarne data su ,originalne” — vznikajd priamo vo vyskume a presne podla jeho potrieb.




Premenné a indikatory - sekundarne zdroje

» Udaje pochadzaju z uz
existujucich zdrojov.

» Ukazovatele preberame,
porovnavame a overujeme
ich relevantnost’.

* Dolezité je, aby zvoleny
ukazovatel’ zodpovedal
skumanému javu.

Skumany jav

Makroekonomicka
vykonnost

Premenna | Statisticky ukazovatel’

Hruby domaci produkt (nominalny, realny)

HDP na obyvatela

HDP v PKS

Koeficient ekonomického rastu; tempo ekonomického rastu
Hruba pridana hodnota (mensie izemné celky ako Stat - kraj)

Latky znecistujtice
ovzdusie

Emisie (PM10, PM2,5, S02, NOx, CO, CO2, metan) v tonach zs
rok, v tonach za rok na km2

Agregované hodnoty emisir'- C02 ekvivalent

Uroveni znecistenia — plnenie cielovych hodndt znecistenia
ovzdusia — prekrocenie limitnych hodndt - priemery koncentracir
Eurdpsky index kvality ovzdusia (patbodova stupnica)




Premenne a indikatory — skaly

Aby sme mohli premenit’ pozorovan¢ javy na €iselné hodnoty, musime urcit, na akej urovni merania sa premenna
nachadza.

Kazdéa premenna moZe byt merana na urcitej Skale, ktord urcuje, ¢o mozeme s Cislami robit’ — teda aké matematicke
operacie a Statistické postupy st pripustné.
* RozliSujeme Styri zakladné typy Skal:
* Nominalna (klasifika¢na) — triedi podl'a kategorii.
* Ordinalna (poradova) — urcuje poradie, nie vel'kost rozdielov.
* Intervalova — vyjadruje rozdiely, ale nema absolutnu nulu.

* Pomerova (a absolutna) — umoZnuje porovnavat pomery a ma prirodzena nulu.

Cim vysSia uroven Skaly, tym viac informacii poskytuje a tym viac matematickych operacii mozno s udajmi
vykonavat’.




Premenné a indikatory — skaly ’ 1’_)

* Nominalna (klasifika¢na) Skala pozostava z dvoch alebo viacerych vzajomne sa vylu€ujucich kategorii/tried.

* Ordinalna (poradova) Skala. Vieme urcit’ poradie, ale nevieme uplne presne odmerat’. akv ie absolutnv rozdiel.
\g\‘!% @OOE

* Intervalova Skala umozZiuje nielen postihnit’ poradie, ale aj kvantifikovat’ rozdiel. Nema prirodzent nulu, nula bole. . _
v ’ TTTEE = e
uréena dohodou. .

letopocet f

* Pomerova Skala umoziuje nielen urcit’ rozdiel, ale aj pomer medzi dvoma nameran}'lmi udajmi. Je to dané existenciou

absolutnej nuly. ® o =, #, >,
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* Absolutna Skala - je systém merania, ktory zaCina na minimalnom alebo nulovom bode a postupuje len v jednom
smere. Je to skala, v ktorej st hodnoty urene¢ s presnostou az na identicku transformaciu. Existuje jedind mierka a
prirodzena nula (zadiatok $kaly). Pocet zfn v klase
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*pocet Ziakgv v triede,

*pocCet chyb|v texte,

*pocet obyvatelov v obci,

tovaru.
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Premenné¢ a indikatory — Skaly | l

proces poznama gmena Skaly

l |

Uroveri merania, pouzitej skdly nie je nemennd vlastnost’.

Vlastnosti §kdly nie su viastnost’ami samotnych objektov.

Prikladom je meranie Casu.

https:/[fontdch.startitup.sk/svet-ma-nove-
najpresnejsi]-atnmove-hodiny-zndpovedaju-
niektore-z-ngjvacsich-zahad-vesmiru

atomové hodiny




Premenné
a indikatory — Skaly
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Premenné¢ a indikatory — Skaly

Meranie je priradenie hodnoty objektom tak, aby fyzikdlne vztahy a operdcie medzi objektmi

korespondovali s aritmetickymi vztahmi a operdciami nad cislami.
Teoria merania sustred’'uje pozornost’ na vztah medzi adajmi a realitou.
Matematicka Statistika sa zaobera charakteristikou idajov a odkryvanim vztahov medzi udajmi.

Obe teorie st v§ak nevyhnutné, aby sme odhalili zakonitosti realneho sveta.




Vyskumny dizajn

ako vyskum zorganizujeme. Vyskumny dizajn je strategicky plan, ktory urcuje,
e ako zbierat’,
* o merat’

* ako analyzovat’ udaje

tak, aby sme spolahlivo odpovedali na vyskumné otazky.

Bez dobrého dizajnu neexistuje dobry vyskum.




Plan zberu dat ¢o a ako budeme merat’.

«definovanie premennych, ktoré budi vo vyskume merané,
*zjednodusenie modelu, vyber kI'i€ovych premennych,

*vol'bu vhodnej vyskumnej metody

svyber meracich nastrojov (napr. dotaznik, pozorovacia skala),
epripravu a finalizaciu vyskumného nastroja,

*jeho otestovanie (pilotdZz), aby bol spol'ahlivy a zrozumitel'ny.

Vyskumny/meraci nastroj: Cim budem tdaje zbierat’?
Nastroj je konkrétna pomocka alebo formular, s ktorym
meranie/matemoda prebieha.

Priklady vyskumnych nastrojov:

*dotaznikovy formular (konkrétna sada otazok),

Vyskumna metoda: Ako budem zbierat’ udaje?
Metdda je postup alebo technika, ktorti zvolime
na ziskanie informaécii.

Priklady vyskumnych metod:

dotaznik, 0 ; )
rozhovor, r0Z ovoroyyvslf,elnar,
experiment, pozorovacia Skala,

*test,
sexperimentalne zariadenie,
*softvér alebo meraci pristro;.

pozorovanie,
fokusova skupina,
obsahova analyza dokumentov.

Nastroj = konkrétny meraci prostriedok, ktory pouzijeme

Metoda = stratégia zberu dat. AR ,
v ramci metody.




Jednoduchy priklad

» Metoda: rozhovor

* Nastroj: zoznam otazok (interview guide)

e Metoda: dotaznik

* Nastroj: konkrétny dotaznikovy formular so Skalami a poloZkami

* Metoda: pozorovanie

» Nastroj: pozorovacia matica alebo check-list




Vyskumna metoda: Ako budem zbierat’ udaje?
Ako merat’ - kvantitativne a kvalitativne metody vyskumu

Cielom
« Kvalitativnej metody je konsStruovanie hypotéz a tedrie v priebehu ziskavania tidajov;

« Kvantitativnej metody je verifikacia hypotéz;
Ulohou

» Kbvalitativnej metody je interpretacia a porozumenie vyznamu,

« Kvantitativnej metody je hl’adanie pricin a nasledkov;

Pr1 poznavani nejakého javu je idedlne kombinovat’ viaceré rozlicné vyskumné metody.




|

. Vyskumna metoda: Ako budem zbierat’ udaje?
7 Ako merat’ - kvantitativne a kvalitativne metody
vyskumu

 Kvalitativny vyskum odpoveda predovsetkym na otazky: Ako? Preco?

* Kvantitativny vyskum sa zameriava
na otazky: Kol'ko? Ako casto? Ako vela? Ako silno? V akej intenzite, frekvencii, v akom pomere,...?

* Kvalitativny vyskum - dominuje stiadium pripadu, pozorovanie, nezvycajné situacie — pripadove
studie.

* Kvantitativny vyskum - vyber respondentov — snaha o zovseobecnenie zistenr;




Vyskumny/meraci nastroj = Cim budem
udaje zbierat? - V kvantitativnom vyskume

Meracie nastroje musia byt $tandardizované, aby bolo moZné data porovnavat a Statisticky analyzovat.

experimentalne zariadenia- simulatory, laboratdrne pristroje, meracie sety.

Typické nastroje:
* dotaznik (uzavreté otazky, Likertova $kala, semanticky diferencial),
« standardizované testy (kognitivne, jazykové, vykonové),
*  meracie pristroje
— teplomer, vaha, merace spotreby, trakcné pristroje, senzory,
e skaly a indexy
— skarovacie tabulky, ratingové skaly, index spokojnosti, index kvality,

¢ experimentalne zariadenia
- simuldtory, laboratdrne pristroje, meracie sety.

Ciel” presné, spolahlivé, porovnatelné meranie.




Vyskumny/meraci nastroj: Cim budem udaje
zbierat’?

Vyskumny nastroj — inStrukcia skimanym osobam o danom teste/aktivite ako sa dany vyskum ma realizovat

* Objektivita - zhromaZd'ovat objektivne tidaje o realite a redukovat subjektivnost. Dobrou kontrolou objektivity je
opakované pouZitie vyskumného nastroja (pozorovanie/test/ dotaznik/ experiment). Ak opakovanie prinesie podobné/zhodné
vysledky pri podobnych subjektoch méZeme tvrdit, Ze objektivita bola dodrZana. Opakované vyskumy nemusi’ uskutocnit ten
isty vyskumnik.

« Validita (pravdivost) vyskumného nastroja je vlastnost nastroja skimat to, na ¢o bol nastroj ur&eny.
Je schopnost testu/pozorovania/studie/experimentu merat skutoény stav Studovaného javu.

« Reliabilita znamena presnost a spolahlivost (sinecné, mechanické, elektronické hodiny- vSetky meraji ten isty konstrukt ale
roznou presnostou) ; Nastroj, ktory nie je validny, nemdZe byt ani reliabilny. Validita je déleZitejSia.

 Stabilita = opakovania zadania tym istym subjektom

* Vnuatorna konzistencia

 Cronbachova alfa (je nevyhnutna, ale nie je postacujica)




Ako merat - poZiadavky na dobry vyskumny nastroj -
- reliabilita

* Reliabilita (spolahlivost ) vyjadruje mieru zhody, ktori sme schopni dosiahnut pri
opakovanom merani na jednom objekte/subjekte, vykonavanom za rovnakych podmienok
a rovnakou osobou/pristrojom.

e vnutorna

* vonkajsia
2r,

Ry=
1+n,

 Zistenie vnutornej konzistencie vyskumného nastroja

kde Ry je predpokladand reliabilita nerozpolenej formy vyskumného nastroja a r;2 je
koeficient korelacie medzi dvoma polovicami vyskumného nastroja.

»  Metdda rozpolenia (split-half) napriklad dotaznik sa rozdeli’ na parne a neparne poloZky. Ak r viskumného nistroja polovitnej dizky bolo 0,60, potorn
2.0,60 1,2
v 7, y v . v 7, v 7 . e . Rit = == =075
Vypodita sa skore pre obe Casti. Vypocita sa Spearman Brownov korelacny medzi nimi. 14060 16

L ks’ -%(k-%)

* Vzorec Kuder-Richardsona (iba ano/nie dotaznik) p

r = koeficient reliability

k = pocet poloziek vyskumného nastroja
X = priemerné skore

s = smerodajna odchylka skore

Cronbachova alfa, Cohenove Kappa, Fleissove Kappa




Vyskumny/meraci nastroj = Cim budem
udaje zbierat? -V kvalitativnom vyskume

* Typické nastroje:

« scenar hibkového rozhovoru— zoznam tém, sondovacie otazky, dopliujiice otazky,

* pozorovacia matica— zoznam javov, ktoré vyskumnik sleduje; otvorené polia na poznamky,
e zaznamova technika— audiozaznam, videozaznam, rozhovorova dokumentacia,

* denniky, memoare, terénne poznamky,

 stimula¢né materialy— fotografie, ukazky, predmety, ktoré vyvolavaji reakciu (napr. v

marketingu).

Ciel’: pochopit’ vyznamy, procesy, skusenosti a kontext.




Kvalitativny vyskum

 Kvalitativny vyskum je proces poznavania prostrednictvom vyznamu a skisenosti.

VyZaduje:
« otvorenost k datam a k interpretacii,
» metodologickd prisnost,
* ddslednu reflexiu vyskumnika,
« etickd zodpovednost voci ti¢astnikom.

 Ciel'om nie je dokazat, ale pochopit.




KPucové kroky kvalitativneho vyskumu

* 1. Podstata kvalitativheho vyskumu

 Kvalitativny vyskum sa zameriava na pochopenie vyznamov, skisenosti'a procesov, nie na
kvantifikaciu javov.
Cielom je porozumiet, ako I'udia vnimaju realitu, aké vyznamy jej pripisujti a ako konajui v konkrétnom

socialnom, kultdrnom Ci inStitucionalnom kontexte.

* Inymi slovami: kvalitativny vyskum neodpoveda na otazku ,Kolko?”, ale ,Preco?”a ,,Ako?”




KPucoveé kroky kvalitativneho
vyskumu

Krok Nazov

1. Definovanie problému a ciela vyskumu

2. Volba teoretického ramca a metodologického pristupu
3. Navrh vyskumu

4. Zher dat

Charakteristika

|dentifikacia javov, ktoré si vyZadujd hibkové pochopenie.

Urcenie epistemologického vychodiska (napr. fenomenoldgia,
zakotvena tedria, pripadova $tudia).

Vyber technik zberu dat (rozhovor, pozorovanie, dokumentova
analyza), vyber ticastnikov, plan terénnej prace.

Realizacia rozhovorov, fokusovych skupin, pozorovania alebo
analyzy textov; priebeZzné memoovanie.




KPucové kroky kvalitativneho vyskumu

5. Transkripcia a organizacia dat Prepis rozhovorov, kodovanie, tvorba databazy textov.

6. Analyza dat Kodovanie, kategorizacia, identifikacia vzorcov a tém; postup

od konkrétnych vypovedi k abstraktnejsim pajmom.

T. Interpretacia Hladanie vyznamaov, suvislosti, modelov a konceptov v

teoretickom ramai.

8. Validacia a reflexia Kontrola déveryhodnosti cez triangulaciu, member-check,

reflexivny dennik.

9. Spracovanie a prezentacia Pisomné spracovanie s citaciami respondentov, opis

vysledkov kontextu a argumentacia interpretacie.




Dokumentovanie rozhovorov a zisteni v
kvalitativnom vyskume

* 1. Vyznam dokumentacie

« V kvalitativnom vyskume je dokumentacia zakladom doveryhodnosti a transparentnosti.
KedZe interpretacia je neoddelitelne spata s vyskumnikom, prave systematické zaznamenavanie

rozhovorov, pozorovani a analytickych ivah umoZriuje overit, ako vyskumné zistenia vznikli.

 Dokumentacia slizi nielen ako dékaz o priebehu vyskumu, ale aj ako nastroj reflexie a analyzy.




Dokumentovanie rozhovorov a zisteni v
kvalitativnom vyskume

2. Fazy dokumentacie

* a) Pred rozhovorom

* Evidencia ucastnikov: kazdy icastnik ma prideleny anonymny kad (napr. RO1, R02).

« Zéaznam zakladnych adajov: d4tum, miesto, forma rozhovoru (osobny, online), dizka, kontext.
* Priprava suhlasu: informovany suhlas s nahravanim, anonymizaciou a spracovanim dat.

* Poznamky o okolnostiach: prostredie, nalada ucastnika, neverbalne prejavy — pomahaju neskor
interpretovat ton a vyznam vypovedr.




Dokumentovanie rozhovorov a zisteni v
kvalitativnom vyskume

b) Pocas rozhovoru
* Audio/video zaznam (ak Gcastnik sthlasi): zabezpecuje tplnost vypoved:.

e Terénne poznamky (field notes):
* priebeZné poznamky o vyrazoch, emdciach, pauzach,
* strucné zhrnutia déleZitych momentov,

« reflexivne poznamky o vlastnych dojmoch (,respondent reagoval defenzivne”, ,dIhSia pauza pred odpovedou®).

* V pripade, Ze nahravanie nie je mozné:

 pisu sa rozsirené poznamky ihned’ po rozhovore, kym st detaily v pamati.




Dokumentovanie rozhovorov a zisteni v
kvalitativnom vyskume

* ¢) Porozhovore

* Transkripcia

Prepis zvukového zaznamu doslovne alebo zmyslove (v zavislosti od ciela vyskumu).

Odporica sa pouZivat jednotny format (Casové znacky, oznacenie vyskumnika ,|" a respondenta ,R").

Vhodné je zaznamenat aj neverbalne prvky:

R: [pauza] No... myslim, Ze to bolo skér o zvyku. [smiech]

Softvérova podpora: napr. f4transkript, Otter.ai, NVivo Transcription, Express Scribe.




Dokumentovanie rozhovorov a zisteni v
kvalitativnom vyskume

Anonymizacia
*Odstranenie identifikacnych udajov (mena, adresy, pracoviska).
«Zachovanie kontextu (,uCitel na zakladnej Skole“ namiesto mena).

‘Memoovanie
*Kratke analytické poznamky (memos) o dojmoch, vztahoch medzi témami, moznych kédoch.
*Mb&zu mat formu:

«deskriptivnych memos (Co bolo povedané),

«analytickych memos (Co to znamena),

‘reflexivnych memos (ako som to vnimal/a ako vyskumnik).




Dokumentovanie rozhovorov a zisteni v
kvalitativnom vyskume

3. Analyticka dokumentacia

 Pocas kddovania a analyzy je ddleZité zachovavat stopu interpretacie (audit trail) - teda ako sa z pévodnych rozhovorov
postupne vytvarali kady, kategdrie a témy.

« Zakladné formy analytickej dokumentacie:

» Kodovaci dennik (codebook): zoznam kddov s definiciou, prikladmi a kritériami poufZitia.
 Analyticky dennik (research diary): priebezné poznamky o rozhodnutiach, napadoch, problémoch.
 Verzie kategorir: uchovavanie starsich verzii kddovacich schém (aby bolo vidiet vyvoj interpretacie).

» Tematické mapy alebo vizualizacie: napr. myslienkové mapy vztahov medzi kodmi.




Dokumentovanie rozhovorov a zisteni v
kvalitativnom vyskume

4. Dokumentovanie vysledkov a vystupov

* Pri spracovani'vysledkov sa odporica:

* uvadzat ilustracné citaty respondentov (v anonymizovanej forme),

« dopitiat ich kratkym kontextom (napr. pohlavie, vekové skupina, pozitia),

* zretelne odliSit parafrazu od doslovného citatu (napr. kurzivou alebo tivodzovkami),

* priinterpretdcii uvadzat, ako dany citat prispel k vyskumnej téme.

*  Priklad:

» ,Ceny najmov st pre mra tplne nednosné, aj ked’ mam stabilny prijem.” (RO7, 32 rokov, Bratislava)

* Tento vyrok ilustruje vnimanu disproporciu medzi mzdovou trovriou a nakladmi na byvanie, ktora sa opakuje napriec vzorkou.




Experiment

Experiment je vedecka metdda, pri ktorej vyskumnik zamerne menr jednu alebo viac premennych, aby
sledoval ich vplyv na intl premenni.

Cielom je overit pricinné vztahy medzi javmi v kontrolovanych podmienkach.

Zakladné prvky experimentu:
* nezavisla premenna - faktor, ktory menime,
* zavisla premenna - jav, ktory sledujeme,

* kontrolné podmienky - zabezpecuju objektivnost vysledkov.

Experiment umoZriuje zistit, ¢o spdsobuje ¢o - nie len opisat stvislost.




Ako merat’ —Experiment (strucne)

« Pokus (experiment) je zalozeny na aktivnom zasahovani do systému zmenou niektorgho
parametra alebo aj nastavenim uplne novych podmienok, pricom sa sleduje zmena
spravania systému oproti prirodzenému stavu

Nie kazdy typ manipulacie s empirickou realitou je experimentom. Vedecky pokus sa vyznaCuje stabilitou a

reprodukovatelnostou, Co predpoklada isti mieru kontroly nad experimentalnym prostredim.

V ramci jednotlivych spésobov vedeckého skumania sa miera kontroly ment:

— laboratdrne fyzikalne ¢i chemické experimenty umoZriuji kontrolovat priebeh pokusu do takej miery, Ze skiimang javy
sa v experimentoch, ktoré za sebou nasleduju, méZu dostat do identickych stavov.

— naproti tomu objekty skimania bioldgie, mediciny, psycholdgie a inych socialnych vied st natolko komplexné a
premenlivé, Ze Casto krat nie je moZné experiment zopakovat v rovnakych podmienkach, miera kontroly nad pokusnymi

rionkar i e Do




}
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Experiment

ANDREJ PAZMAN

ZAKLADY
OPTIMALIZACIE
EXPERIMENTU

Dostupné na:

https://digitalnakniznica.cvtisr.sk/zoom/6631/view?page = 7&p = separate&search=Z2%C3%A 1klady%200ptimaliz%C3%A1c
ie%20experimentu&tool = search&view=0,0,1707,2595

Priklad zo str. 13 - 14

RAGHAVARAO, D.: Constructio}ls and combinatorial problems in design of experiments.
New York, J. Wiley 1971.




Experiment

* Meranie a presnost

Aj pri zdanlivo jednoduchej tilohe — zmerat hmotnost predmetu - potrebujeme poznat principy tedrie
merania.

Bez pochopenia chyb, presnosti a optimalnej organizacie merani'nedosiahneme spolahlivé vysledky.

* Ajjednoduché meranie sa stava presnym len vd'aka teorii.




| -

" Organizacia vazenia troch predmetov
L

it CTET v ‘ Uvazuyme organiziciu vazenia, ktort nazveme |, premyslenou’
Organizicia vaZzenia, ktorii nazveme beznou, je takato: =

g g . s l. vazenie.. vaZzenie vietkych troch predmetov,
|. vazenie zistenic nulového udaja vih, e )
o MR 2, vaZenie.. vazenie predmetu A,
2. vazenic — vézenie predmetu A, R PG
e W 2R 3. viZenie.. vazenie predmetu A,,
3. viZenie — vaZenie predmctu A,, . o
ad s 4, vazenie, . vazenie predmetu A,
1. vazenic vazenie predmetu A,

= = \ - - :
Stredné hodnoty ndhodnych chyb sa rovnaji nule, chyby si nezivislé, ich disperzia F |: 1.l!-, I o n F-:I | ”'_ i' PRESNEJSIE MERAN"
je rovnakd a oznadime ju o,

Ani toto nie je optimalne
E(&)=a. I'J{:l-}=l.7'fm+m_v..‘l; (i=1,2,3)

Kapitola VI.1 - minimalizacia disperzii' odhadov vyzaduje,
aby pri kazdom vazenr boli vSetky predmety na vahach

Obrazky: https://cloud-c.edupage.org/cloud/FYZ_6 Meranie_hmotnosti_tuhych_telies.pdf?2%3ATzN8zhog8512Ep%2FPOmpaQMcNkDBSmcFCI%2Fs6X90c11BIfSjFsXIFa2pxiYAqoGE




Podla Cambridgeského slovnika je odbornikom ,,0sob

EXp ertné Odhady vysokou urovinou vedomosti alebo zrucnosti tykajucic

konkrétneho predmetu alebo ¢innosti®

« KaZdy odbornik v pozicii experta musi spliiat vopred dané kritéria, aby mohol byt povaZovany za experta. Vo viizbe na toto konstatovanie sa
opierame o dielo dvoch autorov, Crispena a Hoffmana (2016), ktori"sa prave venovali kritériam kladenym na expertov. Kon§tatujt, Ze po¢etné mnoZstvo
stadir kladie do popredia

 odborné znalosti ale aj

* prax a taktieZ

projekty kognitivnych systémov.

Ich spolo¢nym znakom je skutocnost, Ze za expertov boli povaZovani’ taki icastnici, ktori’ disponovali aspori patrocnou praxou v odbore, pokial ju
vykondvajd na piny tvizok. CastejSie (a podia nas objektivnejsie) je pravidlo, podla ktorého by expert mal disponovat odbornou praxou v prislusnom odbore
na drovni aspon desiatich rokov na plny tivazok. Takéto casové ohranicenie je dostatocne dlhé na to, aby odbornik v pozitii experta skutocne disponoval
potrebnymi znalostami, zru¢nostami a d'alSimi kritériami pre moZnost odborne posudit urcity problém. My sa k tomuto postoju priklariame a z tohto

dévodu budeme v d'alSej Casti prace uplatriovat na expertov tento princip. (Skiensr, 0., MANAZMENT INFORMAGNEJ BEZPECNOSTI MALYCH A STREDNYCH PODNIKOV VO VYBRANYCH
KRAJINACH V4 , Dizertacna praca, 2020)

b

CRISPEN, P., HOFFMAN, R. R. 2016. How Many Experts? In IEEE Intelligent Systems, 2016, ro¢. 31, €. 6, pp. 56 - 62, ISSN 1541-1672. https://doi.org/10.1109/MIS.2016.95

sa




Expertne odhady

* Kto je expert

* Podl'a Cambridgeského slovnika je expert osoba s vysokou tiroviiou vedomosti'alebo zru€nosti tykajicich sa konkrétneho predmetu alebo Cinnosti.
Wikipedia dodava, Ze ide o ¢loveka, ktory ma dlhedobu alebo intenzivnu prax prostrednictvom vzdelavania a skisenosti.

* Crispen a Hoffman (2016) uvadzaju, Ze expert sa vyznacuje:

* odbornymi znalostami a schopnostou ich aplikovat,

 praktickou skisenostou a taktickym myslenim,

* lcastou na projektoch kognitivnych systémov - schopnost prepdjat poznanie a rozhodovanie.

* Za experta byva povaZovany ten, kto ma aspori patroéni prax v odbore, vykonava ho aktivne a dokaZe svoje poznatky uplatnit pri rieSenr
odbornych problémov.

» Expert nie je len znalec, ale aj praktik s overenou kompetenciou.




o
Expertne odhady

* Pri metddach zaloZenych na expertoch je délezitejsia kvalita odbornikov ako ich mnoiZstvo.

« Lin, R. J. (2013). Using fuzzy DEMATEL to evaluate the green supply chain management
practices. Journal of Cleaner Production, 40, 32-39.

V tejto Studii expertny tim tvoria dvaja profesori, jeden viceprezident a pat manazérov s rozsiahlymi
poradenskymi skusenostami.

» expert's competency evaluation”

 https://towardsdatascience.com/who-is-an-expert-in-scientific-research-c435f106543d

* Velychko, O., & Gordiyenko, T. (2015). Evaluation of competence of the experts in field of metrology
and instrumentations. In XX/ IMEKO World Congress “Measurement in research and industry”.
Prague, Czech Republic.

« Petrov, M., & Kashevnik, A. (2021). EXPERT COMPETENCE LEVEL ADJUSTMENT BASED ON
THE PROJECT PARTICIPATION: METHOD AND EVALUATION. Journal of Management Information
and Decision Sciences, 24, 1-16.



https://towardsdatascience.com/who-is-an-expert-in-scientific-research-c435f106543d

Expertné odhady -kto je expert

« V kognitivhe] vede bolo vyvinutych mnozstvo vypoctovych modelov na vysvetlenie vyvoja od novacika k expertovi

« Ddlezitou Crtou expertného vykonu sa zda byt spdsob, akym su experti schopni rychlo ziskat’ zlozité konfiguracie
informacii z dlhodobej pamate. Rozoznavaju situacie, pretoze maju zmysel. Mozno prave tento ustredny zaujem o
vyznam a spdsob, akym sa pripaja k situaciam, poskytuje dblezité prepojenie medzi individualnym a spoloCenskym
pristupom k rozvoju odbornosti. Praca na ,Skilled Memory and Expertise® od Andersa Ericssona a Jamesa J.

Staszewskeho konfrontuje paradox odbornosti a tvrdi, ze ludia nielen ziskavaju vedomosti 0 obsahu pri
precviCovani kognitivnych zrucnosti, ale rozvijaju aj mechanizmy, ktoré im umoznuju vyuzivat velké a zname
znalosti. zakladne efektivne. [

Germainova mierka Vo vztahu ku konkrétnej oblasti ma odbornik:

Specifické vzdelavanie, Skolenie a vedomosti

PoZzadovana kvalifikacia

Schopnost posudit’ délezitost v situaciach suvisiacich s pracou
Schopnost zlepSovat sa

Intuicia

Sebaistota a dévera vo svoje znalosti



https://en.wikipedia.org/wiki/Cognitive_science
https://en.wikipedia.org/wiki/Anders_Ericsson
https://en.wikipedia.org/w/index.php?title=James_J._Staszewski&action=edit&redlink=1
https://en.wikipedia.org/wiki/Expert#cite_note-FOOTNOTEEricssonStasewski1989-1

|

- Expertné odhady -kto je expert

* Osoba s vysokym stupriom zru€nosti alebo znalosti v ur€itom predmete .(ovnik anglického jazyka American Heritag
e® , piate vydanie . Copyright © 2016 od Houghton Mifflin Harcourt Publishing Company. Vydava Houghton Mifflin
Harcourt Publishing Company .)

« o0soba, ktora ma rozsiahle zrucnosti alebo znalosti v urcitej oblasti (Collins English Dictionary —
Kompletny a neskrateny, 12. vydanie 2014 © HarperCollins Publishers 1991, 1994, 1998, 2000, 2003, 2006, 2007,
2009, 2011, 2014)

« o0soba, ktora ma Specialne zrucnosti alebo znalosti v urcitej oblasti (Random House Kernerman Webster's College
Dictionary, © 2010 K Dictionaries Ltd. Copyright 2005, 1997, 1991 Random House , Inc. )

+ expert sa od Specialistu liSi tym, Ze Specialista musi vediet vyriesit problém a expert musi poznat’ jeho rieSenie .
https://files.eric.ed.qov/fulltext/ED492666.pdf

* Vid aj https://p2k.unibabwi.ac.id/IT/2-2821-2718/Expert_8352_ p2k-unibabwi.html



https://en.wikipedia.org/wiki/Problem_solving
https://files.eric.ed.gov/fulltext/ED492666.pdf

Expertné odhady -kto je expert

Expert verzus Specialista

Specialista je odbornik, ktory dokaZe vyriesit konkrétny problém vo svojej tzkej oblasti — vie, ako
postupovat, pozna nastroje, metddy a proces riesenia.
Jeho sila spociva v praktickej aplikacii znalostr’

Expert ide o krok dalej — pozna samotné principy a suvislosti rieSenia.
Rozumie, preco dany problém vznika, aké md alternativne riesenia a aké désledky maji jednotlivé rozhodnutia.
Vie teda nielen riesit problém, ale predvidat a optimalizovat rieSenie v SirSom kontexte.

¢ Specialista vie problém vyriesit.
¢ Expert pozna jeho rieSenie — chape podstatu, dosledky aj limity rieSenia.




Expertné odhady -kto je expert

* Mectoda AHP (Analytic Hierarchy Process) je viackriterialna rozhodovacia metéda,
ktora pomaha pri komplexnych rozhodnutiach rozdelenim problému na mensie Casti a
usporiadanim do hierarchickej Struktury.
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Tri kvalitativne metody

Porovnanie metod zberu dat

Metoda

Pozorovanie

Hibkovy

rozhovor

Dotaznik

Ciel

Zistit, €o sa skutoéne deje v

prirodzenom prostredi,

Pochopit motivy, postoje a

skusenosti jednotlivca.

Zhromazdit’ standardizované

udaje od vadiieho poctu ludi.

Vyhody

Autentické udaje, zachytenie
kontextu, mozZnost sledovat’

neverbalne prejavy.

Hlboke informacie, osobny

kontakt, flexibilita otazok.

Efektivny zber dat, jednoduché
spracovanie, porovnatelnost

odpovedi,

Mevyhody

Subjektivnost, naroéné na £as a
interpretaciu, mozné
ovplyvnenie spravania

pozorovanim.

Casovo na roCny, mensia vzorka,

riziko skreslenia interpretacie.

Obmedzena hibka, riziko
nepochopenia otazok, nizsia

navratnost.

Vhodné poutzitie

Skumanie spravania, interakcii,

skupinovej dynamiky.

Psychologia, sociologia, marketing,

skiimanie hodndt a skldsenosti.

Kvantitativne vyskumy, prieskumy
verejnej mienky, doplnok

kvalitativnych metod.




Pozorovanie

Pozorovanie je jednou zo zakladnych metod vyuzivanych v kvalitativnom vyskume. Pomaha nam zistit
deje”.

LIN1]

¢o sa skutoCne

Vedecké pozorovanie sa da definovat’ ako technika zberu informacii zaloZzena na zameranom, systematickom a
organizovanom sledovani aspektov, fenoménov, ktoré su objektom skumania.

Pozorovanie mozno klasifikovat’ podfa nasledujucich dimenzii (delenie v ramci socialnych vied)

Podrla anticipacie pozorovatela

« Zucastnené pozorovanie (taktiez vnutorné) je také pozorovanie, pri ktorom pozorovatel vstupuje do skupiny skimanych
subjektov, stava sa aktivnym ¢lenom skupiny.

« Nezucastnené pozorovanie volime v pripade znepristupneného alebo pre vyskum neopodstatneného vstupu do
pozorovanej skupiny. V pripade vied prirodnych byva takéto pozorovanie jedinou alternativou, z dévodu nezivého
charakteru objektu skumania. Nezu€astnené pozorovanie mdze mat ako Standardizovanu, tak nestandardizovanu podobu.

Podrla pozicie pozorovatela

*V ramci zjavného (otvoreného) pozorovania su si jeho subjekty vedomé, ze vyskumnik nie je takpovediac
jednym z nich. Vyskumnik tento fakt nielen nepopiera, ale ak si to vyZzaduje nejednoznacnost’ situacie, tak na neho
dokonca upozorni.

» Skryté pozorovanie ako také nenarusa prirodzenost skupiny, a dovoluje tak hlbSie pochopenie skumanej
skutoCnosti. Zaroven vSak pozorovatefovi hrozi neustale riziko prezradenia.




>

>

Hlbkovy rozhovor

* |de o individualny rozhovor anketara a informacného partnera zamerany na zvolenu
tému, pri ktorom sa anketar snazi preniknut do vnutra informacného partnera a objavit

kl'i€ové postoje, motivy a vztahy.

* Metdda sa Casto pouziva v psycholdgii, sociologii a marketingu na porozumenie hlbSim

motivaciam a postojom ludi.

https://kisk.phil.muni.cz/100metod/hloubkovy-rozhovor

https://[www.simonjun.cz/blog/guide-hloubkove-rozhovory



https://kisk.phil.muni.cz/100metod/hloubkovy-rozhovor
https://www.simonjun.cz/blog/guide-hloubkove-rozhovory

< Jotaznik -

Otazky v dotazniku:

Dotaznik méZeme pouZit ako

e Uzavreté

dichotomické

jednoduchy vyber

jednoduchy vyber - vyber Likertova Skala

viacnasobny vyber

zoradenie poloZiek podla ddlezitosti (poradové hierarchie)
matica otazok — v jednom bloku sa riesi viac parametrov
hodnotenie pomocou hviezdiCiek

semanticky diferencial

rozdelenie bodov

* Polouzavreté
e QOtvorené

hlavnii metddu,
doplriujucu metddu,

exploracni metddu (na oboznamenie sa s novym

terénom/prostredim)

v

Velikost skoly

Vzhled skoly

Vzdélavaci program

Uroves studia

https://archiv-nuv.npi.cz/ae/5-autoevaluace-image-gymnazia-s-vyuzitim-soc.html

Svoluprice s rodiéi

Partnerské mezindrod.

styky

Prezentace skoly

na vefejnosti

velka

Krdswi

Fvalitni

wysoka

akihmi

silné

dobri

mala

oskbrvi

7 | nekvalitni

nizka
pasivii
slabé

Spatnd




|
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Vedci vedu spory Ci je zdravé sa sprchovat denne.

Jotaznik - typy otazok Odstrariuje sice $pinu, ale vysusuje pokoZku
potom sa spytame, ako Casto sa sprchuje pr

e Otazky podla vztahu k obsahu on=respondent.

— Priame (respondent vie, Ze otazky su orientované na ziskanie informacir o iom)

| AZ
ave

*Proste Kto vSetko z jeho znamych kupuje investicné zlgto.
*Psychotaktické (zdévodriujice, odvadzajice) > Kupujete ho aj Vy ?
oSkaly

— Nepriame (respondent vie, Ze otazky st orientované na ziskanie informacir o inom, ale ich skuto¢nym cielom je
ziskat informacie o rnom)
* asociativne,

* konstruktivne, Vieme, Ze €asopis EcolLife &itaji [udia so zaujmom o
 dokoncovacie, udrzatelny Zivotny Styl.
* vyberoveé, Otazka: Citate casopis Ecolife?

* expresivne.

https://www.slideserve.com/alaire/kon-trukcia-formul-cia-a-typy-ot-zok; Kozel, R., Mynarova, L., Svobodova, H.:Moderni’'metody a techniky marketingového vyzkumu; Grada Publishing a.s., 2011



https://www.slideserve.com/alaire/kon-trukcia-formul-cia-a-typy-ot-zok

" Jotaznik - zasady formuldcie otazok

8.  vylicit otazky s jednoznacnou

1.  pytat sa priamo odpovedou

2. pytat sa jednoducho 9.  vylicit zdvojené otazky

3. pouiivat znamy slovnik 10. wylicit sugestivne a zavadzajiice
4.  pouzivat slova s jednym vyznamom otazky

5. pytat sa konkrétne 11.  vylicit neprijemné otazky

6.  poskytnit porovnatelné otazky 12.  znidit citlivost otazok

7. pouzivat kratke otazky 13.  vylicit negativne otazky

14. vylacit motivacné otazky
15.  vylicit odhady




Na ¢om merat — vyber vzorky

Ak chceme z vysledkov vyvodit platné zavery, musite sa starostlivo rozhodnat, ako vyberiete vzorku, ktora je
reprezentativna pre skupinu ako celok.

Existujd dva typy metod odberu vzoriek:

» Vyber vzorky s vyuZitim pravdepodobnosti - zahfria nahodny vyber, ¢o vam umozZriuje robit silné Statistické
zavery o zakladnom subore.

» Vyber vzorky bez vyuZitia pravdepodobnosti - zahfria nenahodny vyber na zaklade urcitych kritérir

V Casti metodoldgia (Vasej prace alebo vedeckého ¢lanku) musite jasne vysvetlit, ako ste ziskali svoju vzorku.




Na ¢om merat — vyber vzorky

Zakladné stbory, z ktorych vyberame, méZu mat konecnu alebo nekonecnti velkost. Prikladom konecne
velkého saboru je ponuka vyrobku (napr. pracky), prikladom nekonecne velkého stboru je nepretrzita
pasova vyroba (napr. pracky).

Pri kon$trukcii vyberového stiboru sa snaZime zabezpecit, aby vyberovy subor mal rovnaké vlastnosti ako
zakladny subor, z ktorého vzorka pochadza.

Medzi typy vyberu vzoriek patr’
* anketa,
* metoda zakladného masivu,
e zamerny vyber,
 nahodny vyber.




W

» ANKETA oslovuje len nesystematicky vybrant cast populacie (osoby, podniky, institdcie). Dotaznik sa k

respondentom dostava prostrednictvom médii’ (prieskum sledovanosti televizie, prieskum Casopisov pre mladez,
...) alebo sa zasiela poStou. Miera navratnosti dotaznika je vSak nizka (odhaduje sa na 30 %). Informacie
ziskané prieskumom nemoZno zovseobecnit

METODA ZAKLADNEHO MASIVU sa pouziva v pripadoch, ked’ zakladna matica pozostava z niekolkych
velkych jednotiek a vacsieho poCtu malych jednotiek. (Napr. pri prieskume v hutnickom sektore sa méZzeme
pomocou tejto metddy zamerat na niekolko "obrovskych" spolo¢nosti, tam prieskum uskutocnit a "malé"
spolocnosti vynechat. Vyhody: mensia pracnost a mensia ¢asova narocnost. Nevyhody: zovSeobecnenie
zisten ma menSiu platnost (nezachytava Specifika mensich jednotiek)

ZAMERNY VYBER vzoriek spociva v tom, Ze skupina odbornikov na danu problematiku vyberie podla svojho
najlepSieho usudku tie jednotky, ktoré moZno v stihrne povaZovat za jednotky, ktoré najlepsie umoZnia
uskutocCnit prieskum. S tymto typom prieskumu sa stretdvame napriklad pri prieskumoch trhu a prieskumoch
verejnej mienky. Nevyhoda: subjektivny pristup k vyberu spochybriuje mozZnost zov§eobecnenia.
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https:/fwwaw.scribbr.com/methodology/sampling-methods!  sampling-methods-diagram/




stratifikovany
vyber

el

proporény ——>»

rovhomerny ——»

g ptioutl

e e o

roc.
roc.
roc.
roc.

roc.
roc.
roc.
roc.

112 Ziakov
110 Ziakov
82 ziakov
72 Ziakov

82 Ziakov
82 ziakov
82 Ziakov
82 Ziakov




‘ -
Lo Vyber VZOI'ky bez Vyuz'itla Vo vzorke bez pravdepodobnosti su jednotljvci

vyberani na zaklade nenahodnych kritérii a phie kazdy

pranepOdObHOStl jednotlivec ma Sancu byt zaradeny.

Oportunny (pohodiny, namatkovy, . oL .
pfileZitostny) vyber (Convenience Usudkovy (ucelovy) vyber

sampling) "kto ie po ruke" (purposive sample, judgmental sample)
Vzorka vhodnosti jednoducho zahfia = ° e Jednotky sa vyberaju, pretoZe maju vlastnosti| ktoré
jednotlivcoy, ktori su pre vyskumnika e 9 ? potrebujete vo vzorke. Inymi slovami, jednotky sa
najdostupnejsie. « ® ® . o i a vyberaju ,zamerne”. U¢elové vzorkovanie sa najlepsie
Je to jednoduchy a lacny sp6sob ' 9 9 ' ' ° i ' pouZiva, ked' sa chcete do hibky zamerat na relativne
zhromazdovania pociato¢nych udajov, ale ® i g malé vzorky . Vyber s maximalnou varianciou,
neexistuje sposob, ako zistit, ¢i vzorka je i ? homogénny, typickych pripadov, extrémnych pripadov
reprezentativna pre populaciu, takZze nemoéze
priniest zovseobecnitelné vysledky.
Metoda snehovej gule Kvotny vyber \vI\'/sk.u.mnllk vybera sl.(u;.Jinu vzoritlzk., aby reprezentovalp niektoré

Ak je populacia tazko dostupnd, Specifické charakteristiky populacie.

vzorkovanie snehovej gule mo?no 1. Rozdelte populdciu vzorky do podskupin

° - . ., ,
pouZzit na nabor ucastnikov - : ? 2. Zistite podiel kaZdej z podskupin
prostrednictvom inych Ked rozdelite svoju populaciu na podskupiny| zistite podiel

Ucastnikov. Pocet fudi, ku ktorym mate ® s . @ o o o kazdej podskupiny v celej populdcii a toto pefrcento
pristup k ,,snehovym guldm®, ked' sa ? 9 e 9 ' ? ' zachovajte.

dostanete do kontaktu s viacerymi i i i 3. Vyberte sprdvnu velkost vzorky 4. PouZite yybranu kvétu
fludmi.

na vykonanie prieskumu
kvétne kritéria

McCombes, S. (2022, October 10). Sampling Methods | Types, Techniques & Examples. Scribbr. Retrieved November 26, 2022, from
https://www.scribbr.com/methodology/sampling-methods| https://www.scribbr.com/methodology/sampling-methods/

https://www.formpl.us/blog/quota-sampling Crossman, Ashley. "Pochopenie ti¢elového vzorkovania." ThoughtCo, 27. augusta 2020, thinkco.com/purposive-sampling-3026727«


https://www.scribbr.com/research-bias/generalizability/
https://www.scribbr.com/methodology/population-vs-sample/
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Stratified random sampling




Techniky nepravdepodobnostného odberu vzoriek §

X

p ra\[d e p 0 d 0 b no Stl tychto typoch vyskumu nie je ciel'om

testovat hypotézu o Sirokej populacii, ale rozv
pociatocné pochopenie malej alebo nedostatoCne

preskiumanej populacie.

Typy ucelového
odberu vzoriek
*Maximalna variancia/heterogénna
ucéelova vzorka

Homogénna ucelova vzorka
*Vzorkovanie typického pripadu
*Extrémny/deviantny odber vzoriek
*Odber vzoriek kritickych pripadov
*Vzorkovanie celkovej populacie
Expertny vyber

Vyb EI’ VZO r ky bBZ VyUZItla pouZivajui v prieskumoch a kvalitativnom vyskume |

Crossman, Ashley. "Pochopenie té¢elového vzorkovania." ThoughtCo, 27. augusta 2020, thinkco.com/purposive-sampling-3026727 «
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Techniky odberu vzoriek — vyhody a nevyhody

L

Kedy ho pouzit'?

Typy odberu

vzoriek Podmienky
Populacné prvky = homogénne v

Nahodny g Py d
dolezitych parametroch

o Populacné prvky = homogeénne v
Systematicky

dolezitych parametroch

Stratifikovany Obyvatelstvo = heterogénne

Obyvatelstvo = jednotky a nie
Cluster

jednotlivci

https://planningtank.com/blog/understanding-sampling-random-systematic-stratified-and-cluster

Vyhody

Vysoko reprezentativny,

nezaujaty

Jednoduchsia ako
predchadzajuca a rovnomerne

rozlozena vzorka

Vysoko reprezentativne,
nezaujaté a mozno ich Statisticky
odvodit.

Jednoduché a pohoding,

uskutocnitelne

Nevyhody

Casovo nharoéné a Unavné, vyzaduje
kompletny subor udajov (hemusi sa

aktualizovat)

Menej nahodny ako jednoduchy
nahodny vyber a méze mu chybat

urcita dolezita vlastnost.

Casovo naroéné a unavné a udaje

musia byt dostupné pre vrstvy.

Niekedy zaujate, nachylné k chybam

pri vybere vzoriek
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Dotaznik - CAWI ( Computer Assisted Web Interview )

je metdéda online zberu dotaznikovych udajov .
« Pouziva sa pre kvantitativne, ale ¢im dalej tym CastejSie aj kvalitativny vyskum.

* Dotazniky su distribuované pomocou webovych odkazov, ktoré dotazniky
spristupnia. Odpovede sa zaznamenaju v elektronickej podobe, Co umoznuje ich
rychle a efektivhe spracovanie.

» AWI je rychly a efektivny spdsob zberu dat, ale jeho najvacsie tskalia sii nereprezentativnost, nizka
kontrola nad respondentom, technické obmedzenia a nizSia kvalita odpovedi pri niektorych typoch
otazok.

https://www.idsurvey.com/en/cawi-methodology/

https://docs.mysurvey.solutions/headquarters/cawi/




Dotaznik - CAWI

* Uskalia metody CAWI (Computer Assisted Web Interviewing)

* Nereprezentativna vzorka
* Kto nema internet alebo digitalne zru¢nosti, do vyskumu sa nedostane.

 Starsi'ludia, socialne slabsie skupiny ¢i technicky menej zdatni byvaju podreprezentovani.

* Svojvolné a nekontrolované vyplnenie
* Respondent mdZe odpovedat nepozorne, rychlo ,preklikat” dotaznik alebo ho prerusit.

*  Chyba kontrola nad tym, ¢i dotaznik vyplnil skutocne cielovy respondent.

* NiZsia miera navratnosti
*  Online dotazniky Casto zostand nevyplnené alebo nedokoncené.

 VyZaduji motivaciu respondenta.

* Technické bariéry
* Dotaznik nemusi fungovat na vsetkych zariadeniach (mobil vs. pocitac).

* Mozné chyby v prehliadaci, pomalé nacitanie, problémy s kompatibilitou.




Dotaznik - CAWI

* Riziko skreslenych odpovedr
* Online prostredie mdZe viest k povrchnej$im, menej premyslenym odpovediam.

» Chyba moZnost dodatocného vysvetlenia otazok anketarom.

* Etické a bezpeCnostné rizika
* Ochrana osobnych tdajov a bezpecné ukladanie dat musia byt zabezpecené.

* Respondenti mdZu byt opatrni’pri poskytovani citlivych ddajov.

* Menej kontroly nad kvalitou udajov
» Nemozno sledovat neverbalne prejavy, kontext ani overit pravdivost odpovedr.

« Taisie sa pouzivaji v hibkovych kvalitativnych $tadiach (chyba interakcia).




VelPkost’ vzorky

* Vel’kost’ vzorky je pri vyskume kl'u€ovym faktorom, pretoze priamo ovplyviiuje

spolahlivost’ a rozsah, v akom moZete tieto zistenia zovSeobecnit’ na vacsiu populaciu.
* Na vypocet velkosti vzorky je potrebné poznat’ alebo odhadnut’ Styri faktory:

* 1. Velkost  iCinku (efekt size);

« 2. Standardna odchylka populacie (The population standard deviation);

« 3. Sila experimentu (The power of the experiment);

* 4. Hladina vyznamnosti (The significance level).




Vel’kost’ uCinku (effect size)

Vel'kost icinku vyjadruje, aky silny je rozdiel alebo vztah medzi dvoma premennymi.
Na rozdiel od p-hodnoty, ktora hovorr, &/ je rozdiel Statisticky vyznamny, effect size ukazuje, aky vel'ky a prakticky déleZity tento rozdiel je.

Co vyjadruje efekt size?
* intenzitu rozdielu medzi skupinami,
* silu vztahu medzi premennymi,

»  prakticky vyznam zistenr (nie len §tatisticky).

NajcastejSie ukazovatele:
*  Cohenovo d - rozdiel medzi dvoma priemermi,
* Pearsonovo r - sila korelacie,
* n?(eta squared) - podiel vysvetlene;j variability v ANOVA,

* odds ratio, risk ratio — pouZivané v medicine a epidemioldgii.
Preco je doleZity?
. umaziie pOSUdit prakticky vyznam vysledkov,

*  porovnavat Stiidie medzi sebou,

* je zakladom pre power analyzu a vypocet potrebnej velkosti vzorky.




Standardna odchylka

Standardna odchylka populacie (o) uddva, ako vel'mi sa hodnoty v populécii liSia od svojho priemeru.

¢ = skutoCna variabilita v populacii.
s = nasS odhad zo vzorky — zavisi od vel'kosti vzorky.

¢ (populacia) je pevna, ale s (vzorka) sa meni podl’a toho. aka vel’ka je vzorka.

*Mala vzorka — nepresny odhad.
*Velka vzorka — presny odhad. Cim viac pozorovani, tym lepSie ,,vidime* skuto¢nu variabilitu y populdcii.
*Velkad hodnota ¢ — potrebujeme vacsiu vzorku.




Hladina vyznamnosti

Hladina vyznamnosti (o) je pravdepodobnost’, ze urobime chybu typu I, ¢ize nespravne
odmietneme nulovu hypotézu (vyhlasime rozdiel, ktory v skuto¢nosti neexistuje).

NajcastejSie sa pouziva a = 0.05.
Hladina vyznamnosti sama o sebe nezavisi od vel’kosti vzorky

* — o Sl urcuje vyskumnik vopred (napr. 0.05, 0.01).

— Je to Standard Kkritickosti, nie vlastnost’ vzorky.

Ale: velkost’ vzorky ovplyviiuje pravdepodobnost’, Ze test zahlasi vyznamny vysledok
pri danej o.




Hladina vyznamnosti

Cim vidsia vzorka, tym Pahgie dosiahneme $tatistickii vyznamnost’
* Vo velkych vzorkach aj vel’mi malé, trivialne rozdiely mézu byt Statisticky vyznamné (p < a).

* Preto vo velkych vyskumoch mdze byt rozdiel ,,statisticky vyznamny*, aj ked’ prakticky nema Ziaden zmysel.

Preto pri velkych vzorkdach musime hodnotit aj vel’kost’ ucinku (effect size), nie iba p-hodnotu.

V malych vzorkach je naopak tazké dosiahnut vyznamnost

 Malé vzorky maja velky rozptyl, a preto aj skutocné rozdiely méZu vyjst ne-signifikantné,
hoci v populacii existuju.

* Teda pri malych vzorkach je riziko chyby typu Il (Ze neobjavime efekt, ktory tam je).

Preto sa pri malych vzorkach odportica vykonat power analyzu, aby sme vedeli, akii vzorku potrebujeme.

Ako spolu suvisia a, velkost vzorky a testovanie hypotéz?
* Hladina vyznamnosti a = hranica, ktord si nastavime (napr. 0.05).
* Velkost vzorky = ovplyvriuje, aka velka musi'byt odchylka, aby test vyhlasil p < a.
»__Velkd vzorka — l'ahké dosiahnutie p < a

Mala vzorka — tazké dosiahnutiep < a




Sila experimentu (statistical power)

« Sila experimentu (power) je pravdepodobnost, 7e experiment odhali’ skutocny efekt, ak v populacii
existuje.
NajCastejSie sa oznacuje ako 1 - B (B = chyba typu ll).

Cim vicsia vzorka, tym vicsia sila experimentu
* Vo vacsich vzorkach je variabilita mensia.
» Malé rozdiely medzi skupinami st 'ahsie detegovatelné.

* Preto sa power zvysuje so zvysujicou sa velkostou vzorky.

Velka vzorka = vysoka schopnost zachytit efekt, ak existuje.

¢ 2




Sila experimentu (statistical power)

* Mala vzorka — nizka sila experimentu

* QOdhady st ,,hlu¢né* (vel’ky rozptyl).
* Aj ked’ existuje skutocny rozdiel medzi skupinami, je £azké ho detegovat’.

* Experiment ¢asto skonci ako ,,ne-signifikantny*, hoci efekt je redlny.

Mala vzorka = vysoké riziko chyby typu Il (neodhaleny efekt).

Velkost’ vzorky urcuje, aké efekty dokaze experiment odhalit’
* Velka vzorka — odhali aj mal¢ efekty.
* Mala vzorka — odhali len vel’ké efekty; malé zostant skryte.

Preto vyskumnik musi vopred stanovit’ minimalnu vel’kost’ u¢inku (effect size), ktoru chce zistit, a podl'a nej
naplanovat’ vel'kost’ vzorky.




Vztah medzi vel’kostou vzorky, silou experimentu a
hladinou vyznamnosti

Power rastie so zvySujucou sa vel’kost’ou vzorky.

Power rastie, ked’ pozadujeme vacsi efekt (I'ahSie sa odhali).

Power Kklesa, ked’ znizujeme o (napr. z 0.05 na 0.01)

Preto v dizajne experimentu vzdy plati rovnovaha medzi:
o (hladina vyznamnosti)

B (sila testu)

effect size

vzorkou




Kol'ko merat’

Otazka , kolko merat” znamena kol'ko pozorovani alebo jednotiek zahrniit do vyberu, teda urcenie

velkosti vzorky (sample size).

Zavisi od troch hlavnych faktorov

Variabilita dat (o) — ¢im vacsi rozptyl, tym viac merani treba.

Pozadovana presnost (E) — ¢im mensiu chybu odhadu chces, tym vacsia vzorka.

Uroven spolahlivosti (z) - napr. 95 % —2=1,96; 99 % — z = 2,58.




F 240
" | + 240(0.04?)
P 9 240
KOI kO merat " | + 240(0.0016)
1 240
T4 0384
_ 240
* Na vypocet vhodnej velkosti vzorky z populacie sa pouziva Slovinov vzorec. 1584

=173. 4l

n=N/(1+Ne?

n: rozsah vyberoveho suboru
N: velkost’ populacie
¢: PrijateI'na marginalna chyba (Acceptable margin of error)

Prijatel'na chybovost’, ktorti pouziva vac¢sina vyskumnikov prieskumu, sa zvy€ajne pohybuje
medzi 4 % a 8 % na urovni spolahlivosti 95 % .




Prijatel'na marginalna chyba (Acceptable
margin of error)

* Marginalna chyba je maximalna pripustna odchylka medzi skuto¢nou hodnotou v populacii a odhadu z
vyberového suboru (vzorky).
VWjadruje teda, o kol’ko sa méze vysledok vyskumu li§it’ od reality, a stale to povazujeme za prijatel'né.

* NajcastejSie sa oznacuje ako £% (napr. =3 %).

Co to v praxi znamena?

* Ak v prieskume zistime, ze 40 % l'udi podporuje urcita politiku a marginalna chyba je £3 %,
skuto¢na hodnota v populéacii méze byt
od 37 % do 43 %

* To je rozsah, v ktorom sa pohybujeme s danou presnostou a spol'ahlivostou.
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Sample size =

Z

2xp (1-p)

82

1+ (

z2xp (1-p)

e’N

)

258" x 0.5(l1-0.%)

Sample Size = ;0 09‘1 :
258" x 0.5((-o0,
4 ( oo?zx4z§')
N = 425
=258
e = 0,05
P=o05%

https://[www.wikihow.com/Calculate-Sample-Size




Kol'ko merat’

Zakladny vzorec pre odhad priemeru

¢ ()

Kde:

n = pocet merani (velkost vzorky),

o = smerodajna odchylka,

£ = pripustna chyba (napr. £5 % odhadu),

Z = hodnota pre danu hladinu spolahlivesti.




Kol'’ko merat’

Sample size to estimate a Sample size to
proportion estimate an average
Simple random sampling Z2p(1 - p) 72 52
et e?
Proportional stratified 22k Wipn(1— 1) 225k . W,o?
sampling o2 e2
2 vl 2
Best stratified sampling Z*(Xh=1 Whypn (1 = pp))? 2% (Zk=1Whon)

https://kandadata.com/how-to-determine-samples-size-using-proportionate-stratified-random-sampling/

https://lwww.netquest.com/en/blog/random-sampling-stratified-sampling




= StatCalc: https://www.cdc.gov/epiinfo/user-guide /statcalc/statcalcintro.html

* A utility tool in Epi Info™ and statistical calculator that produces summary epidemiologic
information.

» Six types of calculations are available including Sample Size and Power calculations for
Population Survey, Cohort or Cross-Sectional, and Unmatched Case-Control.

« EpiInfo™ is a free software that can be downloaded from the Centers for Disease Control

and Prevention (CDC) website at https://www.cdc.gov/epiinfo.
* Watch the Epi Info™ 7 Tutorial Videos.

* OpenEpi.com: https://www.openepi.com

* An open-source web tool that provides additional epidemiologic statistics not included in
StatCalc.

* ClinCalc LLC. Sample Size Calculator: https://clincalc.com/stats/SampleSize.aspx
A free online sample size calculator




Statistické
spracovanie dat




Postup

sImport + vyCistenie dat

*Histogramy + boxploty

*Deskriptivne statistiky

*Korelacie + scatterploty

*Testovanie hypotéz (t-test, ANOVA...)
*Modelovanie (regresia, ML)

*Validacia + interpretacia




1. Import a Cistenie dat

Nacitanie dat (CSV, XLSX, databaza, ...).

Kontrola a tprava typov premennych (numeric, text, date...).

Detekcia a osetrenie chybajtcich hodnét (NA).

Identifikacia extrémov/outlierov.

Pripadné filtracie a tvorba novych premennych.




2. Zakladna explorativna analyza (EDA)

2.1 Vizualizacie rozdelenr’

* Histogram

* Hustotna funkcia (density plot)

* Boxplot

 Barplot pre kategdrie

2.1 Deskriptivne Statistiky

*  Priemer, median, minimum, maximum
 Standardna odchylka, rozptyl

* Kvartily, IQR

* Pre kategorie: relativne/absolitne pocty




Histogram

je prvy krok od tabuliek k pochopeniu pribehu, ktory data rozpravaji

Preco zacat s histogramom

 Histogram je jednym z najzakladnejsich, no zarover: najinformativnejSich grafickych nastrojov v datovej analyze. Na prvy pohlad mézZe pdsobit jednoducho,
ale pre doktoranda je klticové pochopit, Ze prave histogram Casto odhal'uje charakter dat, ktory by inak ostal skryty aj v komplexnejsich modeloch.

1. Prvy krok k pochopeniu rozdelenia dat

* Histogram vizualizuje rozloZenie hodnét v jednej premennej - teda to, ako Casto sa vyskytuji pozorovania v jednotlivych intervaloch (tzv. bins).
Pomaha odhalit:

* tvar rozdelenia (symetrické, Sikmé, bimodalne...),
* pritomnost extrémnych hodnét (outlierov),
* koncentraciu dat (napr. izke vs. Siroké rozloZenie),

 prirodzené medzery alebo zlomy v datach.




e 2. Nevyhnutny predpoklad pre spravne modelovanie

 VacSsina Statistickych a machine learningovych modelov predpoklada urcity tvar rozdelenia vstupnych premennych alebo rezidur.
Bez zakladnej vizualnej kontroly — napriklad pomocou histogramu — sa méZe analytik lahko dopustit nespravneho vyberu modelu
transformacie.
Histogram teda slizi ako diagnosticky nastroj, ktory umoznuje:
* rozhodndt, ¢i treba premenlivi transformovat (napr. logaritmicky),
* odhadnit, ¢i data vyZaduji normalizaciu,

* identifikovat chyby v zbere dat.
3. Intuitivne citanie a komunikacia vysledkov

Histogram ma velkud vyhodu aj pri interpretacii: je intuitivny.
* ako vyzera distribtcia vyskumnej premenne;j,
* kde sa nachadza ,typicky” pripad,
* ake su extrémy a odchylky.

* V porovnani's Ciselnymi ukazovatelmi (priemer, median, smerodajna odchylka) poskytuje vizualny kontext, ktory ¢islam dava vyznam.

alebo




4. Zaklad pre dalSie graficke a statisticke techniky
 Histogram byva casto vychodiskom pre dalSie kroky:
* kontrolu normality (napr. pomocou Q-Q grafu),
* konstrukciu hustotnej funkcie (kernel density),
 segmentaciu dat (napr. pri urCovani’kategori),

* prvi indikaciu pritomnosti subpopulacir.

* b, Prakticka hodnota pre vyskum
 nevyZaduje Ziadne predpoklady o datach,
 poskytuje rychlu spatni vazbu o kvalite dat,

 pomaha budovat vizualne porozumenie premennej, ktoré je neskdr doleZité pri interpretacii modelov (napr. Random Forest, SV,

regresia).
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~ Histogram, jadrova funkcia hustoty
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Density

0.02 0.03 0.04 005 0.06

0.00 0.01

Jadrova funkcia hustoty
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Ujvary, K. (2022)POUZIVANIE KOMUNIKACNYCH PROSTRIEDKOV A
INFORMACNYCH SYSTEMOV NA IDENTIFIKACIU A

ELIMINACIU TERORIZMU V SPOJITOSTI S

NELEGALNOU MIGRACIOU, dizertacnd praca

https://rpubs.com/BeaSte/856160




o
~ Pravdepodobnostné rozdelenia

Pred aplikaciou ktorejkolvek z technik, je dblezité vizualne
preskiumat pravdepodobnostné rozdelenie

Distribu¢na funkcia plne charakterizuje pravdepodobnostné spravanie nahodnej
premennej. Pravdepodobnostné rozdelenia:

« diskrétne (rovhomerné , Bernoullino, binomické, Poissonovo, geometricke,
hypergeometrické, negativne binomicke rozdelenie).

* spojité (rovhomerné rozdelenie na intervale, normalne, exponencialne,
Studentovo t-rozdelenie, chi-kvadrat rozdelenie), Zmesy {ukazka

0.06
J

e zmiesane nahodné premenne,

Density
0.04
|

e zmesy rozdeleni

0.02
|

0.00
L

https://ssad.statistics.sk/SSaD/wp- : 05 T 1520 .
_content/files/1 2014/1 2014 clanok 2 Pales.pdf l




” Testy dobrej zhody (EasyFit — 40 rozdelenr)

Il EasyFit - Untitled - [Fit2]

M EasyFit - GOF - [Fit

IH Fle Edit View Analyze Options Tools Window Help - |0 X b Fle Edit Vew Andlyze Options Took Window Help = LacyER.. Unthled -
- 0o @ 7 |7 & Q C M Ele ot Yew Ansze Qptons ook \Wndow Heb -8 x
= it @ a Q = # |f|F S h H PP Q0 Dif @& = O . 5
QE 8 7 ‘i| F 5 h H PP QQ Dif & & £ Qo =] f F/S h H PP 00 Dif
Project Tree Graphe ' Summary ' Goodness of Fit fiicctlice g;intsngmliummaw B Eoochessiolfiy Project Tree Graphs  Summary  Goodness of Ft
PS— 5 oaaTaks ity Densty Func wa e 8
0 DataTables | Foms Probability Density Function [ Tatlet Wa}' Probabiity Density Function g3 gi;‘ff Goodness of Fit - Summary
A Tatlel || g 3 Resus o Logilic (3] 0.24 £ Rendts
= F\esu!ls Gen, Logistic 0.32 iy Fin Jahnzan SU 0.22 : % Kolmogorov Anderson
L Fint wieibul 0.28 [ [Fitz Gumbel Min 0.2 g2 2 Distribution Smimov Darling
Inv. Gaussian 0 Gen. Extreme Value 048 = = =
Fiapleigh « 24 \waibull [3F) " 0-1 . Sta Rank | Statistic = Rank
¥ A , T : 17 | Gen. Logistic 004036 1 |0.14262 1
L 4= Add Distribution. .. Inw. Gaussian [3F) = 0.14 : — - s -
Fl B o omove Distribution \rv. Gaussian = pAa2 41  Wakeby 0.04375 2 7.8583 32
Fi ;ﬂl‘guT Life [3P] 0.1 42 weibull 0.05004 3 |0.20344 4
o armal
E lw sttassst.. ﬁ Lagnomnal (3] ggg 26 | Log-Logistic (3P) 005213 4 | 027739 S
P Random Numbers. . Ei?:ngZt]u " 0.04 23 | Johnson SU 0.05434 5 | 0.16218 2
Rank by Distribution Name g 10 12 ériangul.[agrp] 0.02 20 | Gumbel Min 0.05536 6 0.78502 14
3 amma
Options 4 Pt 0 e 0 v w0 16 Extreme Value 005572 | 7 | 42273 28
[ B cony Anderson-Dariing E’;ﬁ: Bifw/ebull X 43 | weibull (3) 005838 8 | 0.19809 3
v
chi-squared NUM T — Logistic —Weibull L L LOREC S SRl L s
NUM




CONTINUOUS

UNIVARIATE ...
DISTRIBUTIONS

SECOND EDITION

Norman L. Johnson

Samuel Kots

N. Balakrishnan

A Primer
on Statistical
Distributions

N. Balakrishnan

Univariate Discrete
Distributions

3RD EDITION

Narman L. Johnson
Adrienne W. Kemo

Samuel Kotz




w CONTINUOUS DISCRETE
Viacrozmerné rozdelenia e R O
DISTRIBUTIONS DISTRIBUTIONS

SECOND EDITION

https://ardianumam.wordpress.com/2017/10/19/deriving-gaussian-
distribution|/




y = y .
- T r a n S f 0 r m a c I a u d al 0 V (spracovane podla https://www.spss-tutorials.com/normalizing-variable-transformations/)

« Transformacia je matematicka operacia, ktora meni mierku merania
premennej. ZvyCajne sa to robi, aby sa subor stal pouzitelnym s konkrétnym
statistickym testom alebo metodou.

« Mnohé statistické metddy vyzaduju udaje, ktoré sleduju urcitv druh rozdelenia.
zvyCajne normalne rozdelenie.
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T o e

A square root transfprmation
shows the pattern mgre clearly

" Odmocninovd transformécia e o e

N S . NN
Original Variable 02 (Positified) Cube Root Variable 02 (Positified)
200 1 1 | 1 80
1 go ©
150 - - { 0 8 oo™
E- E 2 10.0
[T o -g‘..a: R
g_ 100 g_ a0 %E
2 @ 88
w w ¢
50 20 E
3]
0 - 0
1] 500 1000 1800 2000 2500 00 280 5.00 TED 10.00 1280 0 500 1000 1500
Original Variable 02 (Positified) Cube Root Variable 02 (Positified) Original Variable 02 (Positified)

* normalizacia zoSikmeného rozdelenia (premenné s lavym zoSikmenim sa stanu najhorsimi po transformacii
druhej odmocniny)

* znizenie heteroskedasticity

* linearizaciu vztahu

e lepSiu vizualizaciu

* Poznamka: pre zdporné hodnoty:i f ( pOols< 0) cuOli= -abs( ®ds *1(3)
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~ Logaritmicka transformacia

Original Variable 02 (Positified) Log10 Variable 02 (Positified)

Frequency
Frequency

40

i] 500 1000 1800 2000 2500 00 1.00 2.00 3.00

Original Variable 02 (Positified) Log10 Variable 02 (Positified)

4.00

Log10 Variable 02 (Positified)

400

3.00

2,00

ORI co

1000 1500 2000

Original Variable 02 (Positified)

2500

vid. aj https://lwww.biostathandbook.com/transformation.html
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Y =5+ 0.03X

Priesecnik v tejto rovnici je 5. To znamena3, Ze ked'je nezavisla
premenna (x) 0, zavisla premenna (Y) je 5. Koeficient x je 0,03, ¢o
znameng3, Ze zavisla premenna (Y) by sa zvysila 0 0,03 pre kazdé
zvySenie o 1 jednotku nezavislej premennej (x).

Log — Level Regression

Logaritmicka regresia je model, kde cielovd premenna je logaritmicky
transformovana, ale prediktorové premenné nie. Aby sme mohli interpretovat
koeficienty logaritmickej regresie, musime najprv umocnit koeficienty
nezdvislych premennych so zdkladom e. Pozrime sa na nasledujtci vypocet,

aby sme videli, ako zmena nezavislej premennej zmeni zavisli premenn.

In(Y,) - In(Y,) = (5 + 0.03%,) - (5 + 0.03x%,)
In(Y,) - In(Y,) = 5 + 0.03x, - 5 - 0.03X,
In(Y,/Y,) = 0.03(x, - x,)

Y2 /Y1 = @0-03(X2-X1)

Y./X, =1egf-%1

Takze na zdklade tejto rovnice mézeme dospiet k zaveru, ze pri kazdom
zvys$eni nasej nezdvislej premennej (x) o jednu jednotku sa zavisld premenna
(Y) zvysi o 3 % (1,03 = 1,03). Délezité je, Ze toto zvySenie musi byt fixnou
hodnotou . Ak zvi¢$ime x o 10 jednotiek, zmena Y by sa rovnala 34 % (1,03'° =
1,34). o | Qe

Level -Log Regression

Uroven-log regresia je model, kde sa jedna alebo viac nezdvislych
premennych log-transformuje, ale zavisla premenna zostava pévodna. Pred
analyzou toho, ¢o znamena jeho koeficient, podme sa ponorit do vypoctu

Y,-Y,=(5+0.03In(x,)) - (5 + 0.03 In(x,))
Y,-Y, =5+ 0.03In(x,) - 5-0.03 In(x,)

Y, -Y, = 0.03(In(x,) - In(x,))

Y, -Y, = 0.03(In(x,/x,))

Podla tejto rovnice mozeme predpokladat, Ze pri fixnej percentudlnej zmene|
hodnoty nasej nezavislej premennej (x) sa nasa zavisld premenna (Y) zmeni o
0,03 * prirodzeny log x percentudlnej zmeny. Napriklad, ak sa x zvysi o 10 %, Y
sa zvysi 0 0,3 % (0,03 *In(1,1) = 0,003). Ak sa x zvysi 0 50 %, Y sa zvysi 0 1,2 % (
0,03 *In(1,5) = 0,012). Pokial je percentudlna zmena v x pevnd, Y sa tiez zmeni

o0 pevné percento.

https://medium.com/@kyawsawhtoon/log-transformation-purpose-and-interpretation-
9444h4h049c9

Ako interpretovat
vysledky regresie
transformovanych
udajov

Log-Log

Log-log regresia je model, kde cielovd premennd a aspon jedna prediktorova
premennd st log-transformované. Podobne ako pri regresii na Grovni
logaritmu odstranime logaritmus z lavej strany rovnice a pravi stranu

umocnime zakladom e. Pozrime sa -

In(Y,) - In(Y)) = (5 + 0.03 In(x,)) - (5 + 0.03 In(x,))
In(Y,) - In(Y,) = 5 + 0.03 In(x,) - 5 - 0.03 In(x,)
In(Y,/Y,) = 0.03(In(x,) - In(x,))

In(Y,/Y,) = 0.03(In(x,/x,))

Yg/Yl = @0-03(In(X2/X1))

Y,/Y,= e(In(X2/X1)"0.03

Y./Y, = (/%)%

Tato rovnica ndm hovori, Ze pre pevné percento zmenené v nasej nezavislej
premennej (x) by sa nasa zavisld premennad (Y) zmenila o x percentudlnu
zmenu na mocninu 0,03. Ak sa x zmeni 0 10 %, y sa zmeni 0 0,3 % (1,1°% =

1,003). Ak sa x zmeni o 20 %, y sa zmeni 0 0,5 % (1,2°°* = 1,005).
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~ Mocninova transformacia

Original Variable 01 (Positified) Variable 01 (Positified) Cubed

Frequency
Frequency
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"~ Box-Coxova transformacia

if A (. https://www.researchgate.net/publication/268412346 The Box-
Cox_Transformation Technique A Review

Citované 1137-krat

Blx.A) = A
In(x), if A =1(.

http://eprints.Ise.ac.uk/103537/1/StatSciV4.pdf

https://www.le.ac.uk/users/dsgp1/COURSES/TOPICS/BoxCox.pdf

DalSie informécie
https://www.datanovia.com/en/lessons/transform-data-to-normal-distribution-in-r/

Vyber najvhodnejsej transformacie: https://cran.r-project.org/web/packages/bestNormalize/vignettes/bestNormalize.html




' v V4 NV I
~ Nie vsetky data mozu byt

transformované

- Symetrické data s ,tazsSimi chvostami" ako ma normaélne rozdelenie
(vacsie mnozstvo dat na oboch koncoch rozdelenia v porovnani s
normalnym rozdelenim).

- Bimodalne (multimodalne) rozdelenia
- Ked' je pritomné vacsie mnozstvo identickych pozorovani

Ktora je najvhodnejSia:
https://cran.r-project.org/web/packages/bestNormalize/vignettes/bestNormalize.html




Boxplot (krabickovy graf)

Na co sluzi:

Boxplot zobrazuje rozdelenie jednej numerickej premennej, u 3 °
Co zobrazuje: o |
<
* Median (Ciara v strede boxu) i
- 25.a 75. percentil (I0R) - vyska boxu 2 :
» ,Fuzy” (whiskers) - typicky 1.5 x 1QR °
Outliery — body mimo fiizov o
Na co je dobry: o
* Rychlo vidi§ symetriu Ci skreslenie rozdelenia
* Identifikdcia outlierov e 1 1

* Porovnanie rozdeleni medzi skupinami (kategdriami)
Typické pouZitie:

* Porovnanie premennych medzi pohlaviami, regionmi, rokmi, atd".




Bar Ipcovy gr r dri
arplot (stlpcovy graf) pre kategorie
Na co sluzi:

Barplot zobrazuje absolitne alebo relativne pocty kategorir.

Co ukazuje:

*  Kaidy stipec = jedna kategdria

e Vyska = frekvencia alebo percento

*  Nezobrazuje variabilitu — len poéetnost

Na co je dobry:

*  Prehlad o tom, ktora kategdria je najCastejsia

*  Porovnanie poctov medzi skupinami

* Jednoducha vizualizacia kvalitativnych premennych

Typické poutitie:

e Pocty respondentov podla pohlavia, regionu, vzdelania

e  Pocet bytov podla typoldgie (1-izbové, 2-izbové...)

*  Frekvencie odpoved na Likertovej §kale




Popisne Statistiky

sliZia na zakladné zhrnutie a opis dat. Pomahajt rychlo pochopit, ake premenna vyzera, aké ma typické

hodnoty a ako vel'mi sa liSia jednotlivé pozorovania.

Rychly prehlad o datach

Odhalenie extrémov a chyb

Kontrola predpokladov (napr. normalita)

Zaklad pre d'alSiu analyzu (korelacie, modely)




Z.akladné popisné ukazovatele

1. Stredné hodnoty
* Priemer (mean) - priemerna hodnota
e Median (median) - stredna hodnota (odolny voci outlierom)

* Modus (mode) - najcastejSia hodnota (hlavne pri kategdriach)

2. Rozptylenie (variabilita)
* Minimum a maximum - rozsah hodnét
* Rozptyl (variance) - priemerna odchylka od priemeru
 Standardna odchylka (SD) - typicka vzdialenost od priemeru
* Interkvartilové rozpatie (IQR) - 25.-75. percentil




Z.akladné popisné ukazovatele

3. Tvar rozdelenia
« Sikmost (skewness) - Ci je rozdelenie naklonené doprava/dolava

* Spicatost (kurtosis) - ,Spicatost” vs. plochost rozdelenia

4. Pre kategorie
* Absolitne pocty

* Percenta a podiely




>
~ Statistické charakteristiky

m STATISTICKE CHARAKTERISTIKY

Nominalna Modus, absolitne a relativne pocetnosti

Ordinalna Modus, absoldtne a relativne pocCetnosti
median, kvartily, kvantily, percentily

Intervalova Modus, absolitne a relativne pocetnosti
median, kvartily, kvantily, percentily
aritmeticky priemer, rozptyl, smerodajna odchylka, Spicatost, Sikmost

Pomerova Modus, absoldtne a relativne pocetnosti
median, kvartily, kvantily, percentily
aritmeticky priemer, rozptyl, smerodajna odchylka, Spicatost, Sikmost
Geometricky priemer
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9.8 13.8 17.8 21.8 25,8

Rozsah vyberun = 25
Priemer 17,8
Standardna odchylka 4,7
Variacny koeficient 26,4




DATA

Parabolicke 17,39

U rozdelenie 15,90

1

— Exponencialne 21,78

\ 4

Rovnomerne 16,50

Normalne 18,98

Simpsonovo 18,08




Kompozicné udaje (Compositional data)

« V Statistike su kompozicné udaje kvantitativnym opisom Casti nejakeho celku,

ktory poskytuje relativne informacie.

« Matematicky su kompozicné udaje reprezentovane bodmi na simplexnej baze.

The arithmetic mean of the compositional data set is usually not

representative of the set's 'centre'. The geometric mean

CGI](X)= (g]ﬂ“'ﬂg,[)) ,
g+.+g, (1)

N N
g = [H xr;r‘] . . . -

where i-1 is the geometric mean of the j* component (i.e.

column-wise geometric mean) of the data set, is more representative.

Fernandez et al., 1998). We use centered log-ratio transformation (clr) of
the composition, which is given by

Ir(x logl ——1,..., 1 *p D,
e = [Og[g( )] Dg[g(x) (2)

where &(X) s the geometric mean of the composition (row-wise
geometric mean).




>
~ Kompozitné tdaje (Compositional data)

Na skimanie vyvoja podielu dopravy sa pouZivaju Statistické techniky

zaloZené na udajoch o zloZeni priepustnosti kontajnerov v systéme s

viacerymi portami. Kompozicné vektory su tie, ktoré obsahuju relativnu

informaciu Casti nejakého celku. Aplikacia konvencnych Statistickych

technik na kompozicné idaje méZe viest k chybnym zaverom a

faloSnym korelaciam.

tri najvacsie pristavy:
Algeciras Bay (BALG),
Barcelona (BAR) a
Valencia (VAL)

Traffic share (%)

2010 S F & s &

~

2000

07,,,,A,, ——————————
1980 1990

Year VAL

https://etrr.springeropen.com/articles/10.1186/s12544-019-0350-z
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~ Kompozi¢n

V4

e

udaje (Compositional data)

vera Pawiowsky-Glaan.
Antomeld Bucciant

https://[www.wiley.com/en-us/Compositional + Data + Analysis: + Theory + and + Applications-p-9780470711354
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Priestoroveé udaje

100

100

Data set A

D @ m @ 70 &9 B0 W0 110 120 130 140 150 40 0

Data set A

T3 100

Data set B

L s e —r—r—r—tri
L oS S @ W B @ 00 10 130 930 140 150 163 0 8

Data set B

- A B
Count 15251 | 15251
- Average 100.00 | 100.00
:E Standard Deviation | 20.00 20.00
Median 100.35 | 100.92
e : 10 Percentile 73.80 73.95
N Percentile 125.61

variogram

lag
DatasetB  °

Small values at short lags
indicate that data are

related.

Pt & o8 3 & %

- 4 3
lag

Data set A

Large values at short lags,
indicate that the paired
samples are dissimilar and
mere spatially discontinuous.
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Priestorova

Podlel bytov vykurovany ch o]l nom 0,5513 0,001

autokorelacia balivom

[10-0.09653 (576)
[]0.0959 - 0.2029 (576)

[[]0.2031 - 0.4167 (575)
[ 0.4171 - 0.8150 (576)

Bl 0 8158 - 1.0000 (576)

0,001

Pevné palivo

(] Not significant (1596)
B High - High (478)
Bl Low - Low (706)
Low - High (63)
[ High - Low (36)

Not significant (1596)
B High - High (478)
Bl Low - Low (706)
_ 1 Low - High (63)
[ High - Low (36)

10 -0.0102 (576)

[ 10.01042 - 0.5119 (576)
[10.51320-0.7368 (576)
B 0.7371 - 0.8618 (575)
B 0.38619 - 0.9828 (576)




Sumarizacia udajov

Pearsonova sumarizacia (na zaklade momentov)
* Priemer
 Rozptyl (smerodajna odchylka)
* Koeficient Sikmosti

* Pearsonova Spicatost

Moorsova sumarizacia (na kvantilovom zaklade)
e Median
» Kvartilové rozpatie
 Galtonov koeficient Sikmosti

» Moorsova Spicatost

a a a 1 1 1 i a a alfa
oudad. AWA'AR'L TA! r JIm'

KMasS-Charakteristiky-Q-funkcii.pd




Scatterplot (bodovy graf)

Scatterplot zobrazuje dvojicu numerickych premennych:

* 0s X = premenna 1

* 0sY = premenna 2

 kazdy bod = jedno pozorovanie
Co ukazuje

o formu vztahu (linearny, krivkovy)

* silu vztahu (ako blizko st body pri sebe)
* mozZné outliery

Casto dopiriané prvky

* regresna priamka

« farby alebo tvary bodov pre skupiny




Korelacie

Korelacia vyjadruje silu a smer vztahu medzi dvoma numerickymi premennymi.
Typy korelacir
* Pearson - linearny vztah, vhodné pri priblizne normalnych datach

» Spearman - monotonny vztah, vhodné pri nenormalnych datach alebo outlieroch

Hodnoty korelacie (r)

T4 T8 52 0.8 0.9 0858 075 J0000 50000 TOO0OD
, . , , | LF|| 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 I:
* r=1— dokonaly pozitivny vztah % 07T 0.50° 0,68 0,65 0.65 0.80 08 E
’ , , =1 & i [ Health
* 1 =-1— dokonaly negativny vztah -] é ﬂ 0837 | | 087~ 0.43* 0.47* 0.60* 0.81%
4 H 4 4 »ﬁ_—l— n_nEEE Health wkx *x E
* r =0 — Ziadny linearny vztah - > 0.81 0.13 0.21 0.31 053" E

I qn 1 .t LifeExpHDI
Na ¢o slizi = 2 . 0.37 0.55 0.60" 0.66
- N e i e . DI
> _é—;,_jz" @ W 0 64 078 0 58+

* zistovanie, i premenné spolu stvisia St y i i
L 2| SRR A | S [T Smﬂwl 085 || 053"

* identifikacia multikolinearity . . . . -

:—'ﬁ = “ A o TEoy .
5 2 [ [ ] n | ]
TrrT1rrrr1i1 T T T T I T T T
g5 75 &5 051 054 057 080 0.0 80

0.80

 priprava podkladov pre regresiu a modely g

%

anoon
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Korelacie + scatterploty spolu

Uplne zakladna kombinacia pri explorativnej analyze.

« Scatterplot ukazZe tvar a charakter vztahu,

 Korelacia ho Ciselne vyjadri.




Testovanie hypotez

Testovanie hypotéz je Statisticky postup, ktorym zistujeme, Ci v datach existuje dostatocny dokaz pre tvrdenie o populacii.
1. Nulova a alternativna hypoteéza

* HG(nulova hypotéza): ,nic sa nedeje”, Ziadny rozdiel, Ziadny efekt

* Hg/(alternativna hypotéza): existuje rozdiel alebo vztah

2. Testovacia Statistika a p-hodnota

 Test vypocita p-hodnotu, ktora ukazuje, aké je pravdepodobné, Ze by sa nase data objavili, ak by HGbola pravdiva.

* Mala p-hodnota (< 0.05) — ddkaz proti HGC— zamietame H$

* Velka p-hodnota (> 0.05) — nedostatok ddkazov — nemdzeme zamietnut H ¢




Aky typ

premennych mam?

Numericka

x numericka

Testujem
vztah?

Pearson
(linearne)

!

Numericka
x kategoria

Porovnavam
priemery?

Mann - ANOVA
Whitney  (norm.)
(nenorm.)
Kruskal -
Wallis

(nenorm.)

Fisher
(malé n)

Testovanie
hypotez

3. Chyby typulall
e Typ I: mylne zamietneme HG(falosny poplach)

* Typ ll: nezamietneme HS, hoci neplati’ (chybajuci
efekt)

4. Interpretacia

» Testovanie hypotéz nedava 100 % zaver, iba
pravdepodobnostné rozhodnutie zaloZené na
ddkazoch.




Modelovanie

Co je ciel'om modelovania?

* Predikovat hodnotu (numericku alebo kategdriu)

-----

* Poprsat vztah medzi Y (ciefovou premennou) a X (prediktory)




2. Regresne modely (klasicka Statistika)

Linearna regresia

* Cielova premenna: numericka

*  Predpoklad: priblizne linearny vztah

*  Vystup: koeficienty + vyznamnost + R?
Logisticka regresia

* Cielova premenna: bindrna (0/1)

» Vystup: odds ratio, pravdepodobnosti
Poisson | negativny binomicky model

* Ciel’ pocty (napr. pocet navstev, incidentov)
Coxov model

* Ciel: ¢as do udalosti (survival analysis)

Vyhoda: interpretovatelnost (rozumies, preco model funguje).




3. Machine Learning (ML)

Decision Trees

* Jednoduché stromy

* Lahko Citatelné, ale méZu overfitovat

Random Forest

* Desiatky aZ stovky stromov

*  Robustny, stabilny, dobra presnost

*  Vie urcit feature importance (informacia o tom, ktoré vstupné premenné najviac zlepsuji predikciu modelu. ALE déleZitost # pricinnost)
Gradient Boosting (XGBoost, LightGBM, CatBoost)

» Vela malych stromov budovanych postupne - postupné skladanie mnohych malych stromov, kde kaZdy novy strom opravuje chyby predchadzajicich — vysledkom je velmi silny
a presny model.

*  Velmi vysoka presnost
Citlivé na hyperparametre

Support Vector Machines (SVM) - silna metdda strojového ucenia pouZivana na klasifikaciu aj regresiu, ktora hl'ada najlepSiu moZni hranicu (decision boundary) medzi
triedami.

*  Silny model pre mensie dataset Vy’hoda velmi vysoké presnost’

*  Vhodny na nelinearne rozhodovacie hranice

Nevyhoda: niZSia interpretovatelnost (najma boosting).
K-Nearest Neighbors (KNN)

* Jednoduchy a intuitivny

o Fllngujp dobre ak si1 data skalované




Zhlukova analyza

Klastrovanie je technika strojového ucenia , ktora rozdeluje data do skupin alebo klastrov na zaklade podobnosti.
Spojenim podobnych datovych bodov a oddelenim odlisnych bodov do samostatnych klastrov sa snaZi’ odhalit
zakladné Struktury v suboroch ddajov.

1. Nesupervidované ucenie (unsupervised learning)

»  Jej cielom je objavit prirodzené skupiny (clustre) v datach.

»  Patr’do rovnakej kategdrie ako PCA, t-SNE, UMAP, hierarchické klastrovanie.
2. Exploratory Data Analysis (EDA)

*  PouZiva sa ako technika na skimanie Struktiry dat, najma ked' chceme zistit:
e (i existuju skupiny respondentov/objektov,
e (i sa data prirodzene delia na segmenty,

¢ i niekde nie st anomalne clustre.
* 3. Segmentacia | typoldgia

» Jeidedlna pre dlohy ako:
e  segmentacia zakaznikov
e typoldgia domacnost/
e segmentdacia Uzemr’

«  profilovanie vyskumnych vzoriek

Hierarchické metody

Aglomerativne (zdola nahor)
« Single linkage
* Complete linkage
» Average linkage

Divisivne (zhora nadol)

| Nehierarchické metody

K-means
K-medoids (PAM)
. CLARA /CLARANS

Modelové metddy

Gaussian Mixture Models
(GMM)

Projekéné / redukéné
metody

PCA
t-SNE
UMAP

Hustotneé
metody

- DBSCAN
» HDBSCAN




Poznamky ku zhlukovaniu

* Medoidy st reprezentativne objekty
stiboru tdajov aleboklastra v ramci stiboru tidajov

* Namiesto hfadania medoidov pre celii mnoZinu udajov

Cluster 2

CLARA berie do tivahy mald vzorku tidajov s pevnou
velkostou ( sampsize ) a aplikuje algoritmus PAM na

vygenerovanie optimalnej mnoZiny medoidov pre tito

vzorku. ClUSter 1
Cluster 3

* Gaussovské zmesové modely (GMM)
stipravdepodobnostna zhlukovacia technika, ktora
reprezentuje data ako kombinaciu viacerych Gaussovych
rozdelenr, kde kaZdé rozdelenie predstavuje zhlukNa rozdiel
od metdd tvrdého zhlukovania, ako st K-Means, GMM
poskytuji ,makké” alebo pravdepodobnostné priradenia, ¢o
znamena, Ze kaZzdému datovému bodu je priradena
pravdepodobnost prislusnosti do kazdého zhluku. GMM st ; =

uZito¢né pre stbory udajov s nevyraznymi alebo H1 “1‘2 ﬂd

prekryvajticimi sa hranicami




Poznamky ku zhlukovaniu

* Priestoroveé klastrovanie aplikaci’so Sumom zaloZené na hustote ( DBSCAN ) je algoritmus klastrovania.

|de o neparametricky algoritmus klastrovania zaloZeny na hustote

* VylepSenim je HDBSCAN

DBSCAN K-MEANS
; WE
DBSCAN K-MEANS

Outliers are not
inchuded in any chuster
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Poznamky ku zhlukovaniu

* t-distribuované stochastické vkladanie susedov ( t-SNE ; t-distributed stochastic neighbor

embedding (t-SNE) je metdda na vizualizaciu vysokorozmernych dat priradenim polohy kaZzdému

datovému bodu v dvoj- alebo trojrozmernej mape.

PCA

PCA funguje lepSie na linearnych datach, zatial o t-SNE nema Ziadne takéto obmedzenie.

TSNE




Poznamky ku
zhlukovaniu

* UMARP je skratka pre Uniform Manifold Approximation and
Projection (Uniformna aproximacia a projekcia variety) a
predstavuje algoritmus na redukeiu dimenzionality. PouZiva
sa najma v oblasti strojového ucenia a analyzy dat na
vizualizaciu komplexnych, vysokodimenzionalnych datovych
stiborov v priestore s nizS$im poctom dimenzii’ (zvyCajne 2D alebo
3D).

Teell

NK T cell

NK cell
Monocyte/Macrophage
Macrophage

B cell

Entothelial cell
Dendritic cell
Neutrophil

-15 -10

UMAP_1

10

vizualizacia 56 097 buniek z 15 vzoriek. 26 462 buniek zo siedmich normalnych kontrolnych vzoriek a 29
niek z dsmich vzoriek CHOCHP. Devat bunkovych typov bolo identifikovanych na zakiade kiastrovo-

ych markerovych génov.




Premenna

SHAP hodnoty

SHAP hodnoty pre vsetky krajiny (25)
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Relativna déleZitost premennych

HealthLPI 2.956

InclSocLPI 2.399

LifeExpHDI

EducalPI 1.463
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SHAP hodnota vs. Life Expectancy (HDI) (s ndazvami Statov a Cl)
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SHAP hodnota

y 4
0.80 0.85 0.50 0.85
Life Expectancy (HDI)

Acronym Zaciatok rastu ., - Saturacia
y Prah pozitivneho dcinku

pl.ahow,rc IncISocLPI 70.00 76.00 82.00

Klesajiice
vynosy

A EducalPI 75.00 80.00 80.00 -
h hOdllOt HealthL P! 7750 71.75 80.00 .
LifeExpHDI 0.90 0.93 0.95 0.975
Faza Vyznam / Vysvetlenie
Zadiatok rastu Bod, v ktorom premenna zac¢ina zvysovat svoj prispevok k predikovanému vysledku

(pociatoény vzostupny trend).

Prah pozitivneho tcinku Hodnota, pri ktorej sa prispevok SHAP stava pozitivnym — premenna zacina mat’

priaznivy vplyv na HDP na obyvatela.

Saturacia Uroven, nad ktorou dalsie zvy3ovanie hodnoty premennej prindsa len maly alebo

Ziadny dodatoény pozitivny vplyv (zastavenie rastu, ,platé”).

Klesajtice vynosy Oblast, kde dalsie zvySovanie hodnoty premennej vedie k slabsiemu alebo dokonca

negativnemu vplyvu na HDP na obyvatela.

Klicove zistenie: socioekonomickeé tiCinky zavisia od prahovych hodnét.
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Interakcia

EducalPl = HealthLPI

HealthLPI = InclSocLPI

7.5 Bo.0

z: EducalPl = InclSocLPl
HealthLP!

EducalPl = LifeExpHDI

InclSocLPl = LifeExpHDI

HealthLPI x LifeExpHDI

Sila

velmi silna

silna

stredna

mierna

slabsgia

velmi slaba

Hlavna interpretacia

Zdravie zosilfuje vplyv vzdelania (synergia
ludského kapitalu).

Zdravie a inkluzia zvyiuju ekonomicky vykon

len spolocne.

Inkldzia umoZriuje plne vyuZit’ prinosy

vzdelania.
Efektivne len po prekroceni prahav.

Socidlne prostredie mierne posilfiiuje efekt

dlhého Zivota.

Premenneé stvisia, ale neinteraguju

synergicky.

775 800 8RS

HealthLPt
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https:/[rpubs.com/BeaSte/783662
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PCA

Pprincipal component analysis, skratka: PCA) je
matematicka Statisticka metdda, ktora vyuZiva
ortogonalnu transformaciu na to, aby previedla prvky
mnoZiny pozorovani, u ktorych je mozné, Ze st
korelované, na prvky takej mnoZiny hodndt, ktoré su
linearne nekorelovane.

PCA redukuje rozmer mnohorozmernych udajov




Eticke aspekty a spolahlivost’

e Aby boli vysledky déveryhodné, je potrebné:
Transparentna metodoldgia

*  jasne pomenované premenné, definicie, zdroje

*  poprsané analytické kroky (EDA — vyber modelu — validacia)
Replikovatelnost

*  verzovanie datasetov

e uloZenie kddu (R, Python) so vSetkymi nastaveniami

*  pouZivanie seedov (napr. set.seed(123))

Eliminacia skreslenr

* identifikdcia biasov (sampling bias, measurement bias)
e pouZivanie robustnych Statistickych postupov

e testovanie alternativnych modelov




Eticke aspekty a spolahlivost

Anonymita (privacy, ochrana udajov)

e Aby sme chranili ic¢astnikov aj citlivé data:
Anonymizacia

»  odstranenie identifikatorov (meno, adresa, email)
e agregovanie dat (vek — vekové skupiny)

e pseudonymizécia, ak je potrebné spétné priradenie
Minimalizacia dat

* zbierat iba tie idaje, ktoré sii nevyhnutné

* neuchovavat surové citlivé tdaje, ak to nie je potrebné
Bezpecné ukladanie

e pristupové prava

» Sifrovanie

e hezpecnostné protokoly (GDPR)




Eticke aspekty a spolahlivost

Validita zabezpecuje, Ze data odraZaji realitu a merania st spravne.
Konstruktova validita

* jasné definovanie premennych

* meranie toho, ¢o deklarujeme, Ze meriame

* konzistencia s tedriou (napr. index bariér, index postoja)
Obsahova validita

 expertné overenie poloZiek

* pilotné testovanie dotaznikov

Kriterialna validita

* porovnanie s existujicimi indexmi, Standardmi alebo externymi datami




Eticke aspekty a spolahlivost

Reliabilita (spolahlivost merania) znamena, aby boli vysledky stabilné a opakovatelné:
Interna konzistencia

 Cronbachovo alfa pri skalach

* test-retest pri opakovanych meraniach

Stabilné vypoctoveé postupy

* cross-validation pri modeloch

« porovnanie viacerych algoritmov (RF vs. GBM vs. SVM)




SVM v kocke

SVM (Support Vector Machine) hlada hranicu, ktora najlepsie oddeli triedy
maximalizovanim odstupu (margina)

Hlavna myslienka 1

/7~ Support vectory

» Najst &iaru (rovinu), ktora ¢o najlepsie Yo O
oddeluje triedy X 0

» Margina = vzdialenost od najblizsich X X
bodov oboch tried O

» Support vectory = hrani¢né body %

Linedarne vs. nelinéarne SVM ‘hod o

» Linearne SVM Nélinearne SVM Vyho y Nevy Ody
Pricuje s « Jadrové (kernel) * Vysoka » Vypottovo narotny
jednoduchou funkcia (napr. RBF) presnost na velkych datach
&iarou Vhodné pre » Dobre funguje + Icitlivy na votbu

» Funguje, ak st nelinedrne primensich  hyperparametrov
data linearne setoch

rozhodovacie hranice

+ Menej interpretovatelny
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